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Аннотация 

Представлена новая открытая база изображений дорожных знаков. База предназначена 
для обучения и тестирования алгоритмов распознавания дорожных знаков. Описывается 
структура и правила работы с базой, проводится сравнение с другими базами дорожных 
знаков. На базе проведена экспериментальная оценка современных алгоритмов выделения и 
классификации дорожных знаков, которая показала, что существующие алгоритмы распо-
знавания большого класса знаков не достигают требуемой для ряда практических приложе-
ний полноты и точности. 
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Введение 

Рассмотрим задачу распознавания автодорожных 
знаков на изображении. На вход алгоритму распозна-
вания подаётся последовательность видеокадров. Вы-
ходом алгоритма являются прямоугольники, содер-
жащие автодорожные знаки на кадрах и классы 
найденных знаков. Задача имеет несколько важных 
применений: 1) в системах помощи водителю (ADAS, 
Advanced Driver Assistance Systems); 2) при автомати-
ческом составлении и пополнении навигационных 
карт; 3) в системах мониторинга знаков на дорогах 
для служб дорожного хозяйства.  
В данной работе рассматривается случай, когда 

искомый алгоритм распознавания работает независи-
мо для каждого кадра, т.е. не использует информа-
цию, полученную с соседних кадров. Тогда работу 
алгоритма распознавания можно разделить на два 
этапа: выделение и классификация. На первом этапе 
выделяются все знаки на кадре, на втором этапе 
найденные знаки классифицируются.  
Дорожный знак — стандартизированный по раз-

меру и внешнему виду объект. Несмотря на это, рас-
познавание знаков на изображении остаётся сложной 
задачей по нескольким причинам:  
1. Классов дорожных знаков много (156 в базе, пред-
ставленной в данной работе), они сильно отличают-
ся формой и рисунком. Существующие системы 
помощи водителю находят ограниченный набор 
классов (ограничение скорости, стоп, уступи доро-
гу, пешеходный переход), что упрощает задачу.  

2. Для таких задач, как мониторинг дорог и построе-
ние карт, решение должно работать с полнотой, 
близкой к 100 % и 1 ложным обнаружением на ми-
нуту видеопотока. Такое количество ложных обна-
ружений достигается при точности более 90 %.  

3. Для задачи системы помощи водителю решение 
должно работать в реальном времени. Дорожные 
знаки на изображении могут быть небольшого 
размера (от 16×16 пикселей), и для их выделения 
обычно строится многомасштабная пирамида 
изображения, в которой поиск производится ок-

ном с небольшим шагом (например, 4 пикселя). В 
результате получается порядка миллиона возмож-
ных положений окна в пирамиде, и для работы в 
реальном времени алгоритм выделения знаков 
должен быстро отбрасывать ложные обнаружения.  

4. Различные погодные условия (дождь, снег, яркое 
солнце) и перекрытия объектов из-за динамиче-
ского окружения усложняют задачу. 
Современные алгоритмы распознавания объектов 

на изображении используют машинное обучение. Ха-
рактеристики решений, полученных с помощью ма-
шинного обучения, существенно зависят от размера и 
качества обучающей выборки. Основные результаты 
данной статьи – представление новой базы, собранной 
на российских дорогах; её сравнительный анализ с 
существующими публичными базами дорожных зна-
ков и экспериментальная оценка избранных современ-
ных методов распознавания объектов. База будет по-
лезна для исследования и улучшения работы алгорит-
мов распознавания знаков. База доступна по адресу 
http://graphics.cs.msu.ru/en/research/projects/rtsd 

1. Обзор существующих работ 

1.1. Базы дорожных знаков 

Мы рассматриваем самые крупные открытые базы 
автодорожных знаков: немецкие (GTSDB и GTSDB), 
шведскую (STS), бельгийскую (BTSD) и американ-
скую (LISA). На рис. 1а–г показаны примеры кадров 
из этих баз.  
В табл. 1 представлены количественные характе-

ристики баз знаков в сравнении с представленной в 
данной статье базой RTSD. Анализ этих характери-
стик показывает, что существующие базы имеют сле-
дующие особенности:  
• небольшое количество кадров (GTSDB), что делает 
базу недостаточно репрезентативной для тестиро-
вания детектора знаков (например, некоторые клас-
сы знаков есть только в тренировочной выборке);  

• ограниченное количество классов знаков (STS), 
что делает невозможной оценку обобщаемости ал-
горитма на большое количество классов знаков;  
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а) GTSDB   б) STS   в) BTSD   г) LISA 

Рис. 1. Примеры кадров из баз дорожных знаков 

Табл. 1. Статистика публичных баз дорожных знаков 

 GTSRB [1] GTSDB [2] STS [3] BTSD [4] LISA [5] RTSD 

Количество кадров  - 900 4000 25630 6610 179138 
Количество знаков  43 43 7 108 47 156 
Физических знаков  1728 1213 - 4565 - 15630 
Изображений знаков  51839 1213 3488 13444 7855 104358 

 

• количество изображений, приходящихся на один 
класс, небольшое (BTSD, LISA), что усложняет 
тестирование классификаторов, требующих 
больших обучающих выборок (например, свёр-
точные нейронные сети). 
Итого, существующие выборки нерепрезентатив-

ны либо для детектора, либо для классификатора, и 
поэтому не подходят для комплексного обучения и 
тестирования системы распознавания знаков (детек-
тор + классификатор). 

1.2. Методы распознавания знаков на изображении 

Алгоритмы распознавания объектов на изображе-
нии можно условно разделить на две группы: на ос-
нове эвристических алгоритмов и на основе машин-
ного обучения.  
Эвристические алгоритмы для поиска дорожных 

знаков используют то, что знаки имеют фиксирован-
ный цвет и форму. В [3] на входном изображении 
считается карта краёв, которая затем сопоставляется с 
шаблоном знака с помощью преобразования Фурье. В 
[6] рассматривается задача выделения знаков с крас-
ными рамками. Входное изображение предобрабаты-
вается: переводится в пространство HSV, отсекается 
по порогу, фильтруется от шума. Финальные гипоте-
зы получаются с помощью обобщённого преобразо-
вания Хафа. В [7] круглые знаки выделяются с помо-
щью каналов, выделяющих области преобладания 
цвета, и преобразования Хафа. 

 К недостаткам эвристических алгоритмов можно 
отнести неустойчивость при размытых входных 
изображениях и сложность их построения в случае 
большого количества знаков разных цветов и формы. 
Далее рассмотрим основные подходы с использова-
нием машинного обучения.  
Подход на основе каскада слабых классификаторов 

начинается с работы Виолы и Джонса [8], в которой 
впервые была решена задача выделения лиц на изобра-
жении в реальном времени. Метод использует быстро 
вычисляемые интегральные признаки и неглубокие де-
ревья решений (слабые классификаторы), которые объ-
единяются с помощью бустинга в каскад (сильный 

классификатор). Сильный классификатор последова-
тельно применяет слабые классификаторы. После каж-
дого слабого классификатора часть окон отбрасывается. 
Таким образом, целиком каскад проходят только окна с 
объектами и наиболее сложными примерами фона. Мо-
дифицированные варианты каскадного подхода показы-
вают высокое качество и скорость на задачах выделения 
объектов с небольшой внутриклассовой изменчиво-
стью: пешеходах [9–11], дорожных знаках [12, 13].  
Другой подход основан на гистограммах ориентиро-

ванных градиентов (HOG) и машине опорных векторов 
(SVM). В [14] была показана эффективность метода для 
задачи выделения пешеходов на изображении. Описа-
ние изображения с помощью HOG оказалось эффектив-
ным и для задач многоклассовой классификации. В [13, 
15] проводится сравнительный анализ различных гисто-
грамм ориентированных градиентов, ядерных функций 
в SVM и других классификаторов на задаче классифи-
кации дорожных знаков базы GTSRB. 
Последний подход, глубинное обучение, пережи-

вает бурный рост в последние годы. Подход стал ак-
тивно использоваться для решения различных задач 
компьютерного зрения после работы [16], в которой 
свёрточная нейронная сеть успешно используется для 
классификации изображений базы ImageNet на 1000 
классов. В [17] комитет свёрточных нейронных сетей 
используется для классификации базы GTSRB и пре-
восходит человека по точности классификации. В 
[18] для обучения классификатора дорожных знаков 
используются синтетические изображения знаков. 
Свёрточная нейронная сеть, обученная на таких дан-
ных, показывает качество, сравнимое с нейронной 
сетью, обученной на реальных данных. Это позволяет 
решить проблему нерепрезентативных выборок и 
редко встречающихся классов знаков. Однако экспе-
рименты в [19] показывают, что детектор дорожных 
знаков, обученный на синтетических данных, пока-
зывает неудовлетворительное качество. В [20] каскад 
из трёх нейронных сетей используется для быстрого и 
качественного выделения лиц на изображении. Этот 
метод является перспективным и для задачи выделе-
ния дорожных знаков на изображении.  
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2. Описание российской базы знаков 

Для составления базы RTSD использовались кадры, 
предоставленные компанией Геоцентр-Консалтинг 
(http://geocenter-consulting.ru). Кадры получены с широ-
коформатных видеорегистраторов, установленных за 
лобовым стеклом машины. Видеорегистраторы снима-
ют со скоростью 5 кадров/с. Разрешение кадров – от 
1280×720 до 1920×1080. Кадры сняты в различные вре-
мена года (весна, осень, зима), времена суток (утро, 
день, вечер) и при различных погодных условиях 

(дождь, снег, яркое солнце). Примеры кадров представ-
лены на рис. 2а-е.  
Разметка знаков на кадрах проводилась в два эта-

па. На первом этапе выделялись треки физических 
знаков на последовательностях кадров. На втором 
этапе отбрасывались неразличимые изображения зна-
ков, и каждому физическому знаку присваивался 
класс. На рис. 3а-б показаны интерфейсы использо-
вавшихся программ. Исходные коды программ для 
разметки треков объектов и классов дорожных знаков 
распространяются вместе с базой RTSD.  

а)  б)  в)  

г)  д)  е)  
Рис. 2. Кадры из базы RTSD, демонстрирующие различные времена года, погоду и освещённость 

а)  б)  
Рис. 3. Интерфейс программ, использовавшихся для разметки базы RTSD:  

разметка треков объектов (а), разметка классов знаков (б) 

Для тестирования алгоритмов распознавания зна-
ков было создано несколько выборок. Выборки содер-
жат группы классов «предписания» (синие круги), «за-
преты» (красные треугольники), «ограничения» (круги 
с красной рамкой), «главная дорога» (жёлтый ромб), 
«сервис» (прямоугольники с синей рамкой), «особые 
предписания» (синие прямоугольники). Классы знаков, 
не принадлежащие данным группам, при составлении 
выборок не использовались. Кроме того, исключались 
редкие классы знаков (имеющие меньше 3 физических 
знаков или меньше 20 изображений).  
При формировании выборок для детектора с 

каждого физического знака бралось по одному изоб-
ражению (т.е. кадры прореживались так, чтобы каж-
дому физическому знаку соответствовало одно 
изображение). Выборка RTSD-D1 по классам знаков 
аналогична базе GTSDB. Размеры выборок для де-

тектора RTSD-D1, RTSD-D2, RTSD-D3 представле-
ны в табл. 2.  
Для классификатора формировались две выборки 

RTSD-R1 и RTSD-R3. Они совпадают по классам 
знаков с выборками RTSD-D1 и RTSD-D3 и содержат 
вырезанные изображения всех физических знаков. 
Количественные характеристики выборок для клас-
сификации представлены в табл. 3.  
Как и в GTSDB, выборки из RTSD для различных 

групп классов используют общие кадры. Это позво-
ляет смоделировать полноценную систему распозна-
вания дорожных знаков, в которой знаки сначала вы-
деляются несколькими детекторами различных клас-
сов знаков, а затем в совокупности распознаются 
классификатором. Тренировочные и тестовые части 
выборок получались путём деления выборки в про-
порции 3:1.  
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Табл. 2. Статистики выборок из RTSD и результаты тестирования детектора на них 

 

      
RTSD-D1 

обучение (3821 кадров) 
тестирование (1274 кадра) 

 
1054 
396 

 
1594 
578 

 
1842 
605 

   

Качество детектора (AUC) 0,79 0,90 0,83    
RTSD-D2 

обучение (4786 кадров) 
тестирование (1596 кадров) 

 
1033 
455 

 
1617 
591 

 
1848 
626 

 
1268 
329 

  

Качество детектора (AUC) 0,82 0,89 0,80 0,92   
RTSD-D3 

обучение (9065 кадров) 
тестирование (3022 кадра) 

 
1164 
501 

 
1800 
651 

 
2099 
684 

 
1678 
431 

 
1235 
474 

 
6843 
2085 

Качество детектора (AUC) 0,80 0,86 0,72 0,90 0,83 0,76 

Табл. 3. Результаты эксперимента с неплотной пирамидой и игнорированием знаков других классов 
 при подсчёте качества выделения знаков на выборке RTSD-D2 

 

    
Неплотная пирамида 

+ игнорирование знаков других классов 
0,82 
0,86 

0,89 
0,90 

0,80 
0,82 

0,92 
0,94 

 

3. Экспериментальная оценка  
существующих алгоритмов 

3.1. Детектор 

Для экспериментов по выделению знаков исполь-
зовалась реализация каскадного метода на интеграль-
ных признаках из библиотеки Петра Доллара [21]. Де-
тектор обучался с параметрами, схожими с [13]: 10 
каналов для подсчёта признаков (LUV, величина гра-
диента, шесть направлений градиента), каскад из 400 
деревьев решений глубины 2, который обучается в 
четыре этапа с бутстрэппингом (по 2000 негативных 
примеров на каждом этапе), на этапах обучаются {50, 
100, 200, 400} деревьев решений соответственно. Для 
многомасштабного поиска дорожных знаков (от 16×16 
до 128×128 пикселей) строится пирамида из 50 мас-
штабов изображений. Для каждой группы классов зна-
ков обучается модель размером 56×56 пикселей. Для 
повышения точности выделения на GTSDB каждая 
обученная модель масштабируется и тестируется пять 
раз (с соотношениями ширина/высота модели {0,8, 0,9, 
1,0, 1,1, 1,2}), итоговые обнаружения сливаются.  
Для подсчёта точности и полноты использовалась 

мера PASCAL пересечения двух прямоугольников. 
Эта мера равна отношению площади пересечения к 
площади объединения прямоугольников.  
Обнаружение считается верным, если оно пересе-

кается с прямоугольником из разметки более чем на 
0,5. В качестве метрики качества использовалась 
площадь под ROC-кривой, AUC (Area Under Curve). 
Эта метрика является стандартной в задаче выделе-
ния объектов на изображении и используется при 
оценке детекторов на базе GTSDB [2,13]. 
Результаты тестирования детектора на выбор-

ках RTSD-D1, RTSD-D2, RTSD-D3 представлены в 
табл. 2. 

Наши эксперименты показывают, что растяжение 
модели в 5 различных пропорциях, как в [13], незна-
чительно улучшает качество (около 0,005 AUC). Так-
же заметим, что пирамида в детекторе [13], как в 
наших первых экспериментах, строится очень плот-
ная – 50 слоёв. Эксперимент с 25 слоями пирамиды и 
1 пропорцией модели показывает, что качество меня-
ется незначительно (в пределах 0,01 AUC). 
Был проведён эксперимент с игнорированием зна-

ков других групп классов. Фиксируется группа иско-
мых классов, обучается и тестируется детектор для 
данной группы классов. Если детектор нашёл знаки 
других групп классов, то эти обнаружения не вклю-
чаются в подсчёт оценки качества выделения. Резуль-
таты эксперимента показывают, что синие круги со 
стрелками («предписание») часто путаются с кругами 
с красной рамкой («запрет»). Это связано с тем, что у 
некоторых классов знаков с красной рамкой синий 
фон (запрет, ограничение парковки).  
Результаты детектора на выборке RTSD-D2 в экс-

периментах с неплотной пирамидой и игнорировани-
ем классов представлены в табл. 3.  
Сравним полученные результаты с заявленными 

во введении требованиями практических приложений 
(близко к 100 % полноты и порядка 90 % точности). 
Только детекторы, обученные на поиск узких классов 
знаков (главная дорога и красные треугольники), до-
стигают требуемого качества. Решение общей задачи 
выделения, получаемое как совокупность детекторов, 
обученных для всех групп классов знаков, показывает 
неудовлетворительное качество. 

3.2. Классификатор 

Для классификации знаков использовалась свёр-
точная нейронная сеть. Модель взята из [17] и состо-
ит из 8 слоёв. Описание конфигурации сети приведе-
но в табл. 4. 
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Для реализации нейросети использовалась открытая 
библиотека Caffe [22]. На базе GTSRB реализация дости-
гает точности 98 %, что сопоставимо с результатом из 
[17], где нейронная сеть достигает точности 98,5 %.  
На базе RTSD нейросеть тестировалась на выборках 

RTSD-R1, RTSD-R3, RTSD-R1, RTSD-R3. Последние две 
выборки – вырезанные изображения знаков из выборок 
для детектора. Результаты тестирования нейросети на 

RTSD представлены в табл. 5. Можно заметить, что уве-
личение обучающих данных при переходе от RTSD-D1 к 
RTSD-R1 и от RTSD-D3 к RTSD-R3 положительно ска-
зывается на качестве классификации. Меньшая по срав-
нению с GTSDB точность классификации может объяс-
няться более плохим качеством изображений знаков в 
RTSD (многие изображения сильно смазаны и сняты при 
сложных условиях освещения). 

Табл. 4. Архитектура свёрточной нейронной сети, использовавшейся для классификации знаков 

Слой Тип Количество карт в слое и нейронов Ядро 
0 Входной 3 карты по 48×48 нейронов  
1 Свёрточный 100 карт по 100×100 нейронов 7×7 
2 Max pooling 100 карт по 21×21 нейронов 2×2 
3 Свёрточный 150 карт по 18×18 нейронов 4×4 
4 Max pooling 150 карт по 9×9 нейронов 2×2 
5 Свёрточный 250 карт по 6×6 нейронов 4×4 
6 Max pooling 250 карт по 3×3 нейронов 2×2 
7 Полносвязный 300 нейронов 1×1 
8 Полносвязный 43 нейрона (число классов) 1×1 

Табл. 5. Результаты классификации выборок из RTSD с помощью свёрточной нейронной сети 

Выборка Точность классификации (%) 
RTSD-D1 

обучение – 4490 знаков 
тестирование – 1579 знаков 

85,18 

RTSD-R1 (66 классов) 
обучение – 25432 знака 
тестирование – 7551 знак 

90,78 

RTSD-D3 
обучение – 14819 знаков 
тестирование – 4826 знаков 

90,08 

RTSD-R3 (106 классов) 
обучение – 70687 знаков 
тестирование – 22967 знаков 

92,90 

Заключение 

В данной статье была представлена база россий-
ских автодорожных знаков RTSD. Эта база превосхо-
дит другие публичные базы дорожных знаков по коли-
честву кадров, классов знаков, физических знаков и их 
изображений. Кроме того, база содержит кадры с раз-
личными погодными условиями, освещением и време-
нами года. На базе проведён анализ работы алгоритма 
выделения объектов на основе градиентных признаков 
и мягкого каскада и алгоритма классификации объек-
тов на основе свёрточных нейронных сетей. Анализ 
показывает, что текущие решения по детектированию 
и классификации знаков работают недостаточно каче-
ственно для практических приложений. 
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Abstract 

A new public dataset of traffic sign images is presented. The dataset is intended for training 
and testing the algorithms of traffic sign recognition. We describe the dataset structure and guide-
lines for working with the dataset, comparing it with the previously published traffic sign datasets. 
The evaluation of modern detection and classification algorithms conducted using the proposed 
dataset has shown that existing methods of recognition of a wide class of traffic signs do not 
achieve the accuracy and completeness required for a number of applications. 
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